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Resumo—No cenario atual, com avancos e disseminagao
constantes da tecnologia da informagao, tem-se uma crescente
geracao, armazenamento e disponibilizacao de textos, tanto
internamente nas organizagoes quanto na web e nas redes
sociais. Nesse contexto, o processo de Mineragao de Textos
torna-se essencial no apoio ao processamento destes dados
e a descoberta de conhecimento para ser aplicado nos mais
variados dominios. No entanto, a natureza dos dados textuais
traz desafios adicionais ao processo de mineragao, sendo que
aspectos seméanticos devem ser considerados. Neste artigo, a
Mineragao de Textos é abordada sob a perspectiva da semantica,
discutindo-se os desafios inerentes ao processo de extragao de
conhecimento de textos. Também sao apresentadas abordagens
para a incorporacao de aspectos semanticos nesse processo, bem
como aplicagoes recentes que se beneficiam do enriquecimento
semantico.

Palavras-chave—Mineragao de Textos, Semantica, Pré-
processamento de Dados, Aplicagoes.

Text Mining and Semantics: challenges,
approaches, and applications

Abstract—Currently, due to the constant advance and dis-
semination of information technology, we face a growth in the
generation, storing, and availability of texts, both internally in
organizations, and widely in the web and social networks. In
this context, the Text Mining process becomes essential for
supporting textual data processing and knowledge discovery,
which is applied in various domains. On the other hand, the
nature of textual data brings additional challenges to the mining
process, as semantic aspects must be considered. In this paper,
we address Text Mining from a semantics perspective, discussing
the challenges of extracting knowledge from textual data. We
also present approaches for incorporating semantic aspects in
the Text Mining process and recent applications that benefit
from semantic enhancement.

Index Terms—Text
Processing, Applications.

Mining, Semantics, Data Pre-

I. INTRODUGAO

AZER com que computadores consigam analisar e

compreender textos escritos em lingua natural tem
sido foco de pesquisas hé varios anos. Por exemplo, nos
anos 1990, quando as primeiras pesquisas em Mineragao
de Dados (Knowledge Discovery in Databases) estavam
sendo desenvolvidas, Feldman and Dagan [1] chamaram
a atencao para os dados nao estruturados, sendo proposto
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um método para estruturar os textos, permitindo assim o
uso de técnicas de Mineracao de Dados para a descoberta
de conhecimento nesses dados nao estruturados.

Voltando ainda um pouco mais no tempo, em 1950,
Turing [2] discutia a pergunta “Can machines think?” (em
portugués: As maquinas sdo capazes de pensar?) e prop-
unha um jogo de imitacao em que um computador passa-se
por um humano e tenta enganar uma pessoa que nao sabe
se estd falando com um humano ou com uma maquina.
Em tal jogo de imitacao, que mais tarde ficou conhecido
como Teste de Turing, a comunicagao entre humanos e
maquinas se di por meio de troca de mensagens textuais.
Portanto, para passar no Teste de Turing, o computador
deve interpretar perguntas escritas em linguagem natural
e respondé-las, também em linguagem natural.

Atualmente, no cendrio de Big Data, no qual um grande
volume de dados é gerado diariamente, a aplicacao de
técnicas de extragao automadtica de conhecimento torna-
se essencial. Visando a identificacao de padroes em textos
escritos em lingua natural, como os documentos textuais
gerados internamente nas empresas, os artigos cientificos,
as revisoes e comentarios sobre produtos e servigos em
paginas da web, e as postagens em redes sociais, pode-
se aplicar o processo de Mineracdo de Textos (MT). Esse
processo pode ser visto como uma sequéncia de etapas
genéricas, que devem ser instanciadas de acordo com os
dados disponiveis e o conhecimento que se espera obter [3],
[4]. Por exemplo, a partir de um conjunto de documentos
rotulados pode-se empregar técnicas de classificagao de
textos com o objetivo de obter classificadores que rela-
cionem novos documentos ao conjunto de classes previa-
mente estabelecido [5]. J4 em aplicagbes que tém como
objetivo uma organizacao da informacao textual, porém
sem conhecimento prévio sobre as classes existentes, pode-
se utilizar técnicas de agrupamento de dados [6].

As possiveis aplicacoes desse processo sao diversas e,
portanto, este deve ser instanciado de acordo com a neces-
sidade de cada aplicagao. Além da organizagao de colecoes
de documentos por meio da classificacao ou agrupamento
de textos, a grande diversidade de textos disponiveis
também tem possibilitado o uso de técnicas de MT em
diversas outras aplicagoes, como para analise de sentimen-
tos e opinides, deteccdo de noticias falsas, construgao de
mapas conceituais para descoberta baseada em literatura,
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recomendagao de produtos e servigos, identificacao de
tendéncias sociais, politicas ou comerciais, monitoramento
de desastres naturais, e predicdo de epidemias [7]-[14].

A Mineracao de Textos pode ser vista como uma espe-
cializacao da Mineracao de Dados, sendo que a diferenca
entre elas estda na natureza dos dados. Enquanto a Miner-
acao de Dados lida com dados estruturados, a Mineragao
de Textos lida com dados nao estruturados (textos escritos
em lingua natural). Assim, a principal diferenga entre os
processos de Mineragao de Dados e de Textos estd nas
atividades realizadas no pré-processamento dos dados, que
envolvem métodos para obter uma representagao estru-
turada dos textos. Independentemente da aplicacao ou
técnica utilizada, a natureza nao estruturada dos textos
traz grandes desafios para a descoberta automaética de
conhecimento.

Para que os algoritmos de Aprendizado de Maquina
(AM) possam ser utilizados na MT, os dados nao estru-
turados devem passar por uma série de transformacoes
para se obter uma representacao estruturada dos mesmos.
Nesse processo, os textos sao normalmente representados
no modelo espago-vetorial (vector space model), formando
uma matriz atributo-valor, também chamada de matriz
documento-termo. Nessa matriz cada linha representa um
documento e cada coluna corresponde a um atributo (ou
termo) presente na colecdo de documentos. As palavras
sao comumente utilizadas como atributos, dando origem
a representagao chamada de bag-of-words. Esse formato é
simples e possibilita o uso direto de métodos de AM, porém
assume que os termos sdo independentes e as relagoes entre
esses termos nao sao consideradas.

Uma alternativa ao modelo espago-vetorial é a repre-
sentacao em redes, sendo composta por objetos, que rep-
resentam as entidades de um problema, e as relagoes entre
esses objetos. Com isso, pode-se, por exemplo, representar
relagoes entre documentos textuais ou entre as entidades
que compdem os documentos, como autoria e citagoes.
No entanto, apesar de representar informagoes sobre rela-
cionamentos, assim como as tradicionais representagoes no
modelo espaco-vetorial, as redes ainda podem ser limitadas
em relagao a semantica dos textos.

Um dos desafios da Mineragdo de Textos refere-se a
esparsidade e a dimensionalidade da representacao dos
dados textuais. Uma colecao de documentos pode conter
milhares de palavras enquanto que um de seus documentos
pode ser formado por apenas um conjunto pequeno dessas
palavras. Esse fato pode, por exemplo, tornar o processo de
andalise muito custoso computacionalmente, ou até mesmo
inviavel, além de afetar negativamente o resultado de al-
guns algoritmos utilizados para extragao de conhecimento.

Os problemas de alta dimensionalidade e esparsidade
tém sido tratados no pré-processamento dos dados com
atividades como remocao de stopwords, normalizagao de
termos (como radicalizagdo e lematizagao), uso de termos
compostos (n-gramas) em substituicdo a termos simples,
e aplicacao de técnicas para extragao ou selecao dos
atributos mais relevantes [4], [15]-[17]. Além de diminuir
a dimensionalidade e/ou esparsidade da representagio dos

textos, essas atividades também podem levar ao aumento
da representatividade dos atributos. No entanto, ainda
existe outro grande desafio relacionado com a semantica
dos dados textuais.

Uma representacao dos textos como um conjunto nao
ordenado de palavras, como a representagao bag-of-words,
ignora propriedades relacionadas a sintaxe e as relagoes
semanticas existentes em textos em lingua natural, como
voz ativa e passiva, termos sinonimos e hiperénimos. Isso
tem como consequéncia a perda de parte das informagcoes
contidas nos textos. O seguinte exemplo, apresentado por
Sinoara [18], ilustra esse fato. Considere uma colecao
formada por quatro documentos, D1, D2, D3 e D4,
apresentados a seguir.

e D1 = A Empresa Alfa adquiriuv a Empresa Beta.

o D2 = A Empresa Beta adquiriv a Empresa Alfa.

e D3 = A Empresa Beta foi adquirida pela Empresa

Alfa.

o D4 = A Empresa Alfa comprou a Empresa Beta.

Uma matriz que representa essa colecao de documentos,
considerando o formato bag-of-words é apresentada na
Figura 1.

Fig. 1. Exemplo ilustrativo de uma bag-of-words dos documentos
D1, D2, D3 e D4 [18]
empr | alf | adquirir | bet | foi | compr
D1 2 1 1 1 0 0
D2 2 1 1 1 0 0
D3 2 1 1 1 1 0
D4 2 1 0 1 0 1

Nesse exemplo é possivel notar duas limitagoes da
representacao utilizada. Considerando a bag-of-words, os
documentos D1 e D2 possuem a mesma representagao e
sao considerados iguais, apesar de apresentarem sentidos
opostos. Analisando as sentengas apenas por suas palavras,
nao é possivel diferencid-las. Porém, ao se considerar a sin-
taxe das sentengas, pode-se perceber que elas sao opostas.
As sentengas de D1 e D2 possuem o mesmo verbo e o
sujeito de uma é o objeto da outra. Analisando um pouco
mais a fundo, considerando a seméantica das sentencas por
meio dos papéis seméanticos, pode-se identificar quais sao
os agentes de cada sentenga. Assim, considerando os papéis
semanticos, € possivel perceber que D1 é igual a D3, apesar
de terem sujeitos e objetos opostos. Ja considerando as
relagbes seméanticas entre as palavras (como sinonimia,
por exemplo), pode-se perceber que D4 expressa 0 mesmo
evento de D1 e D3. Com a bag-of-words essas relagoes
semanticas nao sao representadas.

Dependendo da aplicagao, o tratamento adequado de
informagoes seménticas dos textos pode levar a resultados
mais adequados [3]. Jain [19] afirma que a representagéo
dos dados é um dos fatores que mais impacta na qualidade
do resultado obtido. Apesar deste autor tratar o caso es-
pecifico da tarefa de agrupamento de dados, o mesmo pode
ser generalizado para as demais tarefas. Em se tratando de
dados textuais, relagbes semanticas tém impacto sobre o
significado do conteido dos documentos e podem servir
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para, por exemplo, diferenciar documentos que utilizam a
mesmo vocabuldrio mas que apresentam ideias diferentes
sobre um mesmo assunto [18].

Neste artigo, a Mineragao de Textos é abordada sob a
perspectiva da semantica. Em especial, sao discutidos os
desafios inerentes & extracao de conhecimento de textos e
sao apresentadas abordagens que tém sido desenvolvidas
visando a incorporagao de aspectos semanticos no processo
de Mineracao de Textos, bem como exemplos de aplicacoes
recentes que se beneficiam desse enriquecimento semén-
tico.

Este artigo estd organizado da seguinte maneira. Na
Secao II é apresentada uma visao geral do processo de
Mineragao de Textos. Conceitos relacionados a andlise
semantica de textos, tais como relagoes semanticas e tare-
fas de Processamento de Lingua Natural, sao apresentados
na Secao III. O desafio semantico inerente ao processo de
Mineracao de Textos é discutido na Se¢ao IV e, na Secao V,
sao apresentadas abordagens que podem ser adotadas para
incorporar aspectos seménticos nesse processo. Aplicagoes
da Mineracao de Textos que se beneficiam de um trata-
mento voltado & seméntica sdo apresentadas na Secao VI.
Por fim, na Secao VII sao apresentadas as consideracoes
finais.

II. MINERAGAO DE TEXTOS

PESAR de nfo haver um consenso entre diferentes

comunidades de pesquisa [20], a Mineragao de Tex-
tos pode ser vista como a aplicacdo de um conjunto de
técnicas usadas para analisar dados nao estruturados e
descobrir padroes que nao eram conhecidos previamente
[3]. Com o crescente aumento e variedade de documentos
textuais, tanto internamente em organizagoes quanto em
redes sociais e web, as técnicas de MT tém se tornado
essenciais no apoio a descoberta de conhecimento. Com
isso, as fontes de textos, bem como as aplicagoes da MT,
sao variadas.

De forma geral, o processo de MT pode ser visto como
um processo formado por cinco etapas, conforme ilustrado
na Figura 2. Esse processo se inicia com a especificacao
de seus objetivos na etapa de Identificacdo do Problema.
Nesta etapa, o analista, especialista em MT, deve delimitar
o0 escopo da mineragao em conjunto com um especialista do
dominio de aplicacao. Devem ser definidos as colegoes de
textos que serao mineradas e como os resultados serao uti-
lizados. As especificactes definidas nessa etapa irao guiar
as proximas etapas do processo de MT, as quais podem ser
executadas em ciclos de preparagdo dos dados (etapa de
Pré-processamento), descoberta de conhecimento (etapa
de Extracdo de Padroes) e avaliagdo do conhecimento
(etapa de Pés-processamento).

A etapa de Pré-processamento consiste na preparacao
dos dados para a extracao de padroes. Definidos o escopo
e os objetivos do processo, na etapa de Pré-processamento
busca-se colocar os dados em um formato adequado para a
extragao de conhecimento, normalmente sendo realizadas
atividades de tratamento, limpeza e redugao do volume de
dados disponivel na base. E nessa etapa que os documentos

Fig. 2. Processo de Mineragao de Textos [18]
1. Identificagdo do 2. Pré-processamento
Problema Preparagéo dos dados

Defini¢do do escopo e l
objetivos

3. Extracédo de
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Processamento dos dados para
descoberta de conhecimento

4 t.

4. Pés-processamento
Avaliagdo do conhecimento

alcangados?,

‘S'\m

5. Utilizacdo do
Conhecimento
Aplicagao do
conhecimento descoberto

sao representados de maneira a torna-los processaveis
pelos algoritmos usados para extragao de padrdes. As
atividades realizadas na etapa de Pré-processamento sao
cruciais para o sucesso de todo o processo de MT. Os
dados pré-processados devem preservar os padroes ocultos
nos documentos para que os padrdes de interesse possam
ser descobertos na proxima etapa do processo. Desse fato
vem a importancia do modelo de representagao de textos
adotado.

Com a colegao de documentos devidamente formatada
e tratada, pode-se iniciar a etapa de Extragao de Padrdes.
As tarefas a serem realizadas sdo definidas de acordo
com o objetivo final do processo. Na etapa de Extracao
de Padroes, o analista aplica um algoritmo de apren-
dizado adequado para extrair os padroes dos dados pré-
processados. A escolha do algoritmo é feita com base nos
dados disponiveis e no tipo de conhecimento que se deseja
descobrir.

Uma vez obtidos os padroes acerca dos dados, esses
devem ser avaliados e interpretados na etapa de Pés-
processamento. Assim como as demais, essa etapa também
deve ser guiada pelos objetivos definidos no inicio do pro-
cesso. Pode-se avaliar diversos aspectos do conhecimento
extraido, como representatividade, novidade, validade e
aplicabilidade. Essa avaliagao pode ser realizada junto a
um especialista do dominio e/ou por meio da aplicacao de
medidas objetivas de avaliagao.

Apos a etapa de Pds-processamento, caso o conheci-
mento extraido cumpra os objetivos estabelecidos para
o processo de MT, o mesmo pode ser disponibilizado
aos usudarios, dando inicio a etapa final do processo, a
Utilizagdo do Conhecimento. Caso contrario, outro ciclo
deve ser executado, realizando mudancas nas atividades
de preparagao dos dados e/ou em parametros da extracao
de padroes. Se forem necessarias mudangas nos objetivos
estabelecidos ou nas colegoes de textos utilizadas, o pro-
cesso de MT deve ser reiniciado na etapa de Identificacao
do Problema.
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III. ANALISE SEMANTICA

A Linguistica, Seméantica é o ramo que compreende o

estudo do significado das palavras [21]. A Linguistica
apresenta diversas frentes de estudo da semantica, cada
uma das quais d4 um enfoque diferente no estudo do sig-
nificado. O estudo da seméantica vai desde a relagdo entre
as palavras e seres/coisas do mundo real até as mudancas
de sentido que as palavras sofrem com o tempo. Assim,
quando pensa-se em semantica pensa-se em sentido, em
significado de algo. Riemer [22] apresenta uma introdugao
sobre Semantica, mostrando as diferentes abordagens para
o estudo do significado. Tal tema é bastante abrangente
e nao hé consenso entre os pesquisadores da Linguistica
sobre os limites da Semantica.

Neste artigo, o termo semantica é usado em um sentido
geral, considerando o sentido ou significado de itens lin-
guisticos, sejam eles palavras, expressoes ou documentos
completos. Neste contexto, nesta secao sao apresentadas
algumas relacoes semanticas que tém impacto no signifi-
cado dos textos, bem como algumas tarefas de Processa-
mento de Lingua Natural que lidam com a semantica.

As palavras apresentam diversas relagoes entre si. Con-
forme apresentado por Pietroforte [23], entre essas relagoes
estao:

e Sinonimia - Termos sinénimos podem se substituir
em determinado contexto. Por exemplo: as palavras
“novo” e “jovem” sao sinénimas quando se trata da
caracteristica de um ser vivo, como em “homem
novo”/“homem jovem”, porém “jovem” nao pode sub-
stituir “novo” quando se trata da caracteristica de um
objeto, como em “livro novo” [23].

e Antonimia - Termos anténimos possuem significados
contrarios. Assim como os sindénimos, os anténimos
também dependem do contexto. Palavras diferentes
podem ter o mesmo antonimo desde que possuam ao
menos um sentido em comum. Por exemplo: “velho”
pode ser anténimo tanto de “fresco” quanto de “novo”
[23].

o Hiperonimia - Um termo é hiperénimo de outro
quando existe uma relagao de englobamento entre eles
em uma hierarquia de classificagdo. Hiperénimo é o
termo englobante. Por exemplo: “esporte” é hiperon-
imo de “futebol”.

o Hiponimia - Um termo é hipénimo de outro termo
que é seu hiperonimo. Exemplo: “futebol” é hipoénimo
de “esporte”.

« Homonimia - Termos homénimos sao termos com ori-
gens distintas e significados distintos, mas que apre-
sentam a mesma forma gréfica (termos homdgrafos),
fonética (termos homoéfonos) ou ambas (homonimos
perfeitos). Exemplo: o termo “cobra” pode ser tanto
o substantivo, nome de um animal, quanto o verbo
cobrar conjugado no presente para a terceira pessoa
do singular.

o Holonimia - Um termo é holonimo de outro termo
quando existe uma relacao parte - todo entre eles.
Holonimo é o termo que corresponde ao todo na re-

lagao parte-todo. Exemplo: “carro” (todo) é holénimo
de “freio” (parte).

e Meronimia - Um termo é meronimo de outro termo
que é o seu holénimo. Por exemplo: “freio” é parte de
“carro”, portanto “freio” é meronimo de “carro”.

o Polissemia - Um termo é polissémico quando possui
mais de um significado. Exemplo: o termo “manga”
pode tanto se referir a uma fruta quanto a uma parte
de uma camisa.

Além do significado das palavras, o significado de uma
frase (ou sentenca) também depende da sua estrutura
gramatical. Por exemplo, as frases “Joao matou o bandido”
e “O bandido matou Joao” possuem as mesmas palavras,
porém, dada a estrutura sintdtica diferente (alternéncia
entre sujeito e objeto), elas apresentam significados distin-
tos [24]. Além disso, assim como as palavras, as sentencas
também possuem relagoes entre si:

o Parifrase - Corresponde a nocgao de sinonimia esten-
dia para sentencas.

o Acarretamento - Corresponde & nog¢ao de hiponimia
estendida para sentencas.

e Contradicao - Duas sentencas sao contraditérias
quando elas nao podem ser simultaneamente ver-
dadeiras.

o Ambiguidade - Uma sentenca é ambigua quando ela
pode ter mais de um sentido. A ambiguidade de uma
sentenga pode ser causada por uma palavra ambigua,
por diferentes estruturas sintdticas possiveis, ou por
uma ambiguidade seméntica (causada por relagoes
anaféricas, déiticas ou de escopo, relacoes descritas
na sequéncia).

e Relagao Anaférica - Ocorre quando um pronome
presente na sentenga se refere a um nome citado
anteriormente na mesma sentenca.

« Relacao Déitica - Ocorre quando um pronome pre-
sente na sentenca se refere a um ente que existe no
contexto.

« Relagao de Escopo - Ocorre quando a interpretagao de
uma expressao da sentencga depende da interpretacgao
de outra. Exemplo: “Cada aluno leu dois livros” pode
significar que cada aluno leu quaisquer dois livros ou
que dois determinados livros foram lidos pelos alunos.

Essas relagoes semanticas entre palavras e sentengas
influenciam como as pessoas interpretam os textos e po-
dem ser importantes para a Mineracao de Textos. O
entendimento de textos escritos em lingua natural é um
processo complexo, que se dd por meio do conhecimento
das palavras e de seus significados, das relagoes existentes
entre as palavras, bem como do conhecimento de mundo
e do contexto no qual o texto foi escrito.

Buscando uma representagao mais rica de documentos
escritos em lingua natural, é possivel utilizar recursos de
algumas tarefas da drea de Processamento de Lingua Nat-
ural. Algumas dessas tarefas sdo apresentadas brevemente
a seguir.

o Reconhecimento de Entidades Nomeadas - Tarefa

de extracao de informacdo que envolve processar
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um texto e identificar as ocorréncias de palavras
ou expressoes pertencentes a categorias de entidades
nomeadas [25], [26]. S&o exemplos de categorias de
entidades nomeadas: Pessoa, Organizacao e Local.
Além das entidades identificadas por nome préprio,
também é comum o reconhecimento de expressoes
temporais e numéricas.

o Anotacao de Papéis Semanticos - Tarefa que busca
identificar o predicado de uma oracéao e atribuir papéis
semanticos a seus argumentos [27], [28]. Com os papéis
semanticos obtém-se informacoes do tipo “quem fez o
que para quem”, além de “como fez” e “quando fez”.
Como exemplos de papéis semanticos tem-se Agente
(aquele que inicia a acdo), Paciente (aquele afetado
pela agao), Instrumento (algo ou meio utilizado para
efetuar a acao) e Local (lugar de um objeto ou agéo).

o Desambiguacao Lexical de Sentidos - Tarefa que
busca determinar qual sentido uma palavra apresenta
quando ¢ utilizada em determinado contexto [29]-[31].
Normalmente essa tarefa é realizada com o apoio de
recursos léxicos, como a WordNet [32], que agrupa as
palavras em conjuntos de sinénimos e apresenta rela-
cionamentos entre esses conjuntos e seus membros.

o Tratamento de sinénimos - Tarefa relacionada ao
tratamento das relagoes de sinonimia que as palavras
podem apresentar. Diferentes palavras podem se sub-
stituir em uma sentenga sem que o significado ex-
presso seja alterado. A WordNet é um recurso bas-
tante utilizado nessa tarefa, visto que apresenta uma
lista de sindnimos para cada sentido de uma palavra.

« Resolucao de correferéncias - Tarefa que busca iden-
tificar todas as expressdes que se referem a uma
mesma entidade no texto. Uma expressao anaférica,
que se refere a uma entidade que foi apresentada
anteriormente no texto, pode ser pronomial (como ele,
ela, meu) ou definida (a aluna, o presidente) [33].

o Similaridade Semantica - Tarefa que busca determinar
o grau de equivaléncia semantica entre um par de itens
linguisticos, que podem ser palavras, conceitos ou sen-
tencas, por exemplo. Diversas medidas e abordagens
tém sido propostas para medir similaridade semantica
e corpus tém sido construidos para possibilitar a
avaliacao das propostas [34]-[38].

As relagoes seméanticas apresentadas e o tratamento
delas por meio das tarefas da &rea de Processamento
de Lingua Natural podem contribuir para a obtengao de
melhores resultados na Mineragao de Textos, auxiliando
no tratamento do desafio semantico discutido na préxima
Secao.

IV. DESAFIO SEMANTICO
ONFORME apresentado na Secao III, o entendi-

mento da lingua natural é um processo complexo.
A fim de se entender o significado de textos escritos
em lingua natural é necessario ter conhecimento sobre:
(i) vocabuldrio utilizado, ou seja, conhecer o significado
das palavras; (ii) gramética do idioma, ou seja, conhecer as

regras que definem como as palavras sao utilizadas e com-
binadas; (iii) relagoes seménticas entre os itens linguisticos,
tais como sinonimia e hiperonimia; e (iv) conhecimento
de mundo e do contexto no qual os textos foram es-
critos. Textos s@o uma fonte rica de conhecimento, porém
seu formato nao estruturado e passivel de ambiguidade,
sarcasmo, ironia e outros fenémenos que podem alterar
o significado composicional do que é dito [22], trazem
grandes desafios ao processo de descoberta automatica de
conhecimento.

E possivel perceber algumas caracteristicas importantes
e que podem ter impacto no processo de MT analisando
alguns exemplos. Por exemplo, para o entendimento das
quatro sentengas apresentadas na Se¢do I (documentos
D1, D2, D3 e D4) e a relagao entre elas, além do vo-
cabulério, estao envolvidos:

« Relagao sujeito x objeto - As sentencas D1 e D2 sao
diferenciadas em uma andlise sintatica, pela ordem
com que as mesmas palavras aparecem. Ambas pos-
suem as mesmas palavras, porém o sujeito de D1 é o
objeto de D2 e vice-versa.

e Voz ativa x voz passiva - As sentencas D1 e D3
reportam o mesmo fato, apesar de terem sujeitos e
objeto/agente da passiva opostos.

o Sinonimia - As sentencas D1 e D3 reportam o mesmo
fato, apesar de usarem verbos diferentes.

A fim de ir um pouco mais adiante nessa analise e ilus-
trar como esses e outros fatores podem afetar o problema
de classificacao automatica de documentos, apresenta-se
um outro exemplo. Considere a existéncia de uma colegao
de noticias sobre diferentes esportes e que precisa ser
classificada, por esporte. Neste cendrio, a questao que
envolve a organizacao dessa colegao seria “Qual é o assunto
do documento?”. Suponha que nessa colecao exista os
seguintes documentos.

e D5 = Guga € o campedo do Tennis Masters Cup. Ele
venceu Agassi por trés sets a zero no jogo final.

e D6 = Hamilton larga na pole position e wvence o
Grande Prémio do Canadd. Apds colisao, Massa aban-
dona a prova.

O documento D5 possui os termos “Guga”, “Tennis
Masters Cup”, “sets”, “Agassi” e “jogo”. E o documento
D6 possui os termos “Hamilton”, “pole position”, “Grande
Prémio”, “Massa” e “prova”’. Esses termos sao bem car-
acteristicos de seus esportes. Assim, considerando esses
termos, pode-se dizer que os documentos sao de dois
grupos (ou classes) distintos: D5 ¢é sobre Ténis ¢ D6 é
sobre Férmula 1. Nesse exemplo, cada esporte (cada grupo
esperado ou classe conhecida) possui seus termos (ou
palavras-chave) especificos. Os documentos de um mesmo
esporte terdo palavras similares. Portanto, a classe (ou
grupo esperado) pode ser determinada em grande parte
pelo vocabulério utilizado.

No entanto, usudrios diferentes ou situagoes diferentes
podem requerer outras naturezas de classificacao ou or-
ganizacao dos mesmos documentos. Considere agora que
é desejado organizar a mesma colecao de noticias de
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esportes por uma outra perspectiva, a do desempenho
de atletas brasileiros em competicoes. Portanto, nesse
novo cenario, a questao que envolve a organizagao da
colecao de documentos seria “Esse documento refere-se a
vitéria de um atleta brasileiro?”. Considerando novamente
os documentos D5 e D6, para este caso, as informagoes
importantes sao “Guga é o campeao” e “Massa abandona
a prova”. E para organizar corretamente esses documentos
é necessario saber que Guga e Massa sao atletas brasileiros
e que “campeao” e “abandona” indicam, respectivamente,
vitéria e derrota. Como isso, pode-se dizer que D5 refere-se
a uma vitoria de brasileiro e D6 refere-se a uma derrota.

Nesse contexto, pode-se separar os problemas de clas-
sificacdo de documentos em dois niveis de complexidade
seméantica [18], [39]. O primeiro nivel, chamado de orga-
nizagao por tépico, consiste em problemas de classificagao
que dependem basicamente do vocabulario. Nesse prob-
lema, cada classe possui termos bastante caracteristicos, e,
portanto, o léxico (vocabuldrio) possui grande relevancia
para representar o contetido dos documentos. Pode-se dizer
que os documentos podem ser diferenciados em grande
parte pelas palavras utilizadas.

O segundo nivel de complexidade seméntica engloba os
demais problemas de classificacao de documentos. Esse
segundo nivel é chamado de organizacao semantica, no
sentido de que se necessita mais do que apenas o léxico
para resolvé-lo. Tais problemas requerem uma analise mais
profunda, além apenas das palavras, visto que os documen-
tos de classes distintas podem usar o mesmo vocabulario.

Os problemas de organizacao de documentos tratados na
area de MT sao tradicionalmente problemas do primeiro
nivel de complexidade semantica, a organizagao por tépico.
Seja por meio da classificacao ou do agrupamento, nor-
malmente espera-se organizar os documentos com base no
assunto dos mesmos. Esse fato fica claro logo na introdugao
de [5]. Em sua revisdo, o autor apresenta a tarefa de
classificagao automatica de textos como sendo uma tarefa
de detecgao de tépicos, com a rotulagao de textos escritos
em lingua natural por meio da atribuicao de uma cate-
goria tematica presente em uma lista de categorias pré-
definidas. Nas palavras do autor: “Text categorization (TC
— a.k.a. text classification, or topic spotting), the activity
of labeling natural language texts with thematic categories
from a predefined set” [5, p. 1]. Pode-se perceber que essa
definigao corresponde aos problemas do primeiro nivel de
complexidade seméntica (organizagdo por tépico).

A predominéancia dos problemas de organizagdo por
tépico nas pesquisas de MT também pode ser verificada
ao se analisar colegoes de textos de benchmarking. Sinoara
[18] apresenta uma andlise de 45 colegoes de benchmark-
ing apresentadas por Rossi et al. [40], sendo que sete
delas estao entre as colecoes de textos mais citadas em
estudos de Mineragao de Textos que consideram aspectos
semanticos, identificados por Sinoara et al. [41]. Apenas
trés das 45 colegoes sao classificadas como organizagao
semantica, sendo cole¢oes de andlise de sentimentos, que
visam a classificagdo do sentimento (polaridade) no nivel
de documento.

A classificacao do sentimento é um caso particular de
problemas do segundo nivel de complexidade semantica.
Nesse tipo de classificagao, palavras e expressoes de senti-
mento sao indicadores importantes do sentimento manifes-
tado no documento. Palavras de sentimento sao palavras
que normalmente sdo utilizadas para expressar sentimen-
tos positivos ou negativos, tais como “bom”; “péssimo”,
“incrivel”. Dada a importancia de tais palavras na andlise
de sentimentos, vérias pesquisas tém o foco na criacao
de listas de palavras de sentimento (sentiment lexicon)
[42]. Um exemplo de recurso léxico bastante utilizado
em aplicacoes de analise de sentimentos para textos em
inglés é a SentiWordNet [43]. Para textos em portugués,
Balage Filho et al., [44] comparam trés recursos léxicos de
sentimento: LIWC, OpinionLexicon e SentilLex.

Enquanto em problemas de classificagao por topico os
termos de dominio sdo importantes para distinguir as
classes dos documentos, na classificagao de sentimento as
palavras de sentimento, que normalmente sao adjetivos
ou advérbios, sao de grande importancia. No entanto,
apesar de importantes, as palavras de sentimento nao
sao suficientes para resolver o problema de andlise de
sentimentos [42], encaixando esse problema no segundo
nivel de complexidade semantica. Entre os desafios da
andlise de sentimentos estao: (i) palavras de sentimento
podem ter orientagbes (positiva ou negativa) diferentes
em diferentes contextos ou dominios de aplicagao; (ii) a
presenca de sentiment shifters, como as palavras de ne-
gagao, alteram a orientacao de palavras de sentimento;
(iii) uma sentenca contendo palavras de sentimento pode
nao expressar um sentimento; (iv) o autor do texto pode
estar sendo sarcéstico; e (v) sentencas sem palavras de
sentimento podem conter opinioes implicitas.

Na préoxima secao sao apresentadas abordagens que
podem ser utilizadas para incorporar aspectos semanticos
na Mineracdo de Textos. A incorporacao de aspectos
semanticos no processo é importante especialmente para os
casos do segundo nivel de complexidade semantica, para
0s quais apenas o léxico nao é suficiente para resolver o
problema.

V. ABORDAGENS PARA INCORPORACAO DE ASPECTOS
SEMANTICOS

MA revisdo da literatura realizada sobre estudos

de Mineracao de Textos que consideram aspectos
semanticos revela que o uso de representagoes mais ricas é
o foco de muitos estudos [41]. Grande parte dos trabalhos
concentra-se na proposta e/ou uso de atributos mais elabo-
rados para representar os documentos no modelo espacgo-
vetorial.

O uso de conceitos com base em fontes externas de
conhecimento, como a WordNet ou Wikipedia, e a apli-
cacao de métodos de Processamento de Lingua Natural
sao abordagens exploradas para enriquecer a representagao
de textos [45]-[50]. Técnicas de Processamento de Lingua
Natural podem auxiliar a Mineracao de Textos em relagao
ao tratamento da semantica, visto que essa area estuda
tarefas de andlise seméantica como as apresentadas na
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Segao III, que contribuem para uma melhor definicao do
contetido dos textos.

Outra abordagem comum em trabalhos realizados na
direcao do uso da semantica na Mineracao de Textos é
a aplicacdo de técnicas de modelagem de tépicos (topic
modeling), como Probabilistic Latent Semantic Indexing
(PLSI) e Latent Dirichlet Allocation (LDA), para obter
atributos semanticamente mais ricos [3], [51]-[53]. Tais
atributos formam um espaco de seméntica latente (latent
semantic space), que é um espaco de vetores de dimensao
fixa e normalmente baixa, no qual formas alternativas de se
expressar determinado conceito sao projetadas para uma
representacao comum. Assim, tais representacoes lidam
com a semantica dos textos de forma latente e reduzem
ruidos causados por sinonimia e polissemia.

Ainda considerando a seméntica latente, outra abor-
dagem que apresenta resultados bastante promissores é o
uso de modelos preditivos de semantica distribucional. A
semantica distribucional é uma area de pesquisa que es-
tuda e desenvolve teorias e métodos para o cédlculo de sim-
ilaridade semantica entre itens linguisticos, como palavras
e expressoes. Os modelos de seméntica distribucional
(distributional semantic models) baseiam-se na hipdtese
distribucional (distributional hypothesis), que afirma que
palavras que ocorrem em contextos similares tendem a
ter significados similares [54]. Aplicando essa hipdtese a
representacoes de palavras no modelo espago-vetorial, tem-
se que palavras podem ser representadas por vetores cujas
dimensdes sdo contextos. Assim, palavras cujos vetores sao
similares tendem a ter sentidos similares.

Analogamente & representagdao de documentos por meio
de uma bag-of-words, os modelos de semantica distribu-
cional tradicionais sao baseados na contagem de contextos.
Um contexto pode ser definido de diversas maneiras, como
janelas de palavras ou dependéncias sintaticas [54], [55].
Modelos construidos dessa maneira tradicional, também
podem ser chamados de modelos de contagem (count
models) [56].

Nos dltimos anos surgiu uma nova abordagem para
construgao de modelos de seméantica distribucional. Tal
abordagem, inicialmente desenvolvida para modelagem de
lingua, faz uso de redes neurais artificias para predizer
a proxima palavra dado um contexto. Como palavras
similares aparecem em contextos similares, a rede aprende
a atribuir vetores similares a palavras similares. Assim,
como resultado desse treinamento, obtém-se um conjuntos
de vetores que modelam os contextos em que as palavras
do corpus sao observadas. Esses modelos de semantica
distribucional sdo chamados de modelos preditivos (pre-
dictive models), neural language models ou, simplesmente,
embeddings.

Avancos como esses na representacao de itens linguis-
ticos (como palavras, expressoes e sentidos de palavras)
tém sido importantes em tarefas de semantica lexical,
tais como desambiguacao lexical de sentidos, anotagao de
papéis seméanticos, identificagao de similaridade seméantica
e analogia [54], [56], [57]. A representacdo seméantica de
itens linguisticos é fundamental para o entendimento mais

profundo de textos escritos em linguas naturais. Em es-
pecial, tem-se a representagao dos sentidos, que é mais
precisa do que a representacao de palavras, visto que
essa ultima é afetada pela polissemia e homonimia. Como
uma mesma palavra pode assumir diferentes significados,
a representacao de sentidos resulta em representagoes mais
precisas [57].

Varios trabalhos relacionados & geracao de represen-
tagoes vetoriais para palavras utilizando-se modelos de
redes neurais tém sido desenvolvidos na area de semantica
lexical nos ultimos anos. Um destaque nessa &area foi a
proposta dos modelos de aprendizado de vetores chama-
dos de Continuous Bag-of-Words e Skip-gram [58]. Apés
essa proposta, diversos trabalhos foram desenvolvidos com
extensoes ou aplicacoes desses modelos. Para verificar a
eficiéncia das representagoes vetoriais geradas por meio
de modelos de redes neurais, Baroni et al. [56] realizaram
um estudo comparando os vetores gerados por meio da
predicao (context-predicting vectors ou word embeddings)
com os modelos tradicionais baseados em contagem de co-
ocorréncias (context-counting vectors) em diferentes tare-
fas de seméantica lexical. Os autores concluiram que as word
embeddings sao modelos de semantica distribucional supe-
riores, obtendo resultados excelentes mesmo com apenas
poucas variacoes dos parametros de treinamento.

Nesse contexto, Levy and Goldberg [55] propoem o uso
de um novo método para definir o contexto na geracao
de word embeddings. EFnquanto o método proposto por
Mikolov et al. [58] usa janelas de palavras para definir o
contexto de palavras, Levy and Goldberg [55] propoem
o uso de informacoes de dependéncia sintatica entre as
palavras. Os autores mostram que os contextos obtidos
pelo método original dao enfase a similaridades topicais,
enquanto que os contextos gerados com base em dependén-
cias sintdticas sao mais indicados para identificar similari-
dades funcionais entre as palavras. Outros trabalhos fazem
uso de outros tipos de anotacoes no texto de entrada para
gerar as word embeddings, como supersenses [59] e sentidos
das palavras [60].

Nessa linha, Camacho-Collados et al. [57] apresentam a
abordagem NASARI (Novel Approach to a Semantically-
Aware Representation of Items), que inclui a variagao
NASARI embedded para construgao de embeddings de
sentidos de palavras em um mesmo espago vetorial de word
embeddings pré-treinadas. Em avaliagoes experimentais re-
alizadas pelos autores, a representacio NASARI embedded
apresentou bons resultados, tanto para identificacdo de
similaridade entre palavras quanto para o agrupamento de
sentidos. Camacho-Collados et al. [57] disponibilizaram a
representagao vetorial para milhoes de conceitos e enti-
dades nomeadas pertencentes a base BabelNet [61]. Por
serem representacoes ligadas aos synsets da BabelNet, que
estao disponiveis em varios idiomas, apesar de terem sido
construidos a partir de textos no idioma inglés, os vetores
NASARI embedded sao independentes de idioma.

Considerando a representacao de paragrafos ou docu-
mentos completos, Le and Mikolov [62] propuseram uma
abordagem chamada Paragraph Vector, que posterior-
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mente ficou conhecida como Doc2Vec. Essa abordagem foi
inspirada nos trabalhos de construcao de representagoes
vetoriais de palavras por meio de redes neurais. Na abor-
dagem Doc2Vec, um rede neural de uma camada oculta
é treinada para prever o conteudo do documento. Apés o
treinamento, os pesos da rede sao extraidos e usados como
embeddings para representar os documentos. Os resultados
obtidos por Le and Mikolov [62] s@o competitivos com
outros métodos estado da arte.

Motivado pela cobertura e propriedade multilingue dos
vetores NASARI embedded, Sinoara et al. [63] propdem
modelos de representacao de documentos baseados em
embeddings de palavras e sentidos pré-treinadas. Em con-
traste com a abordagem Doc2Vec, a construcao dos mod-
elos propostos nao requer uma grande quantidade de
dados para o aprendizado do modelo de representagao.
Essa é uma vantagem da proposta deste trabalho, pois a
quantidade de documentos disponivel para o treinamento
de embeddings pode ser um fator critico, especialmente
para pequenas colegoes de documentos. Por outro lado,
atualmente existem embeddings de palavras e sentidos pré-
treinadas e de boa qualidade.

Mais recentemente, estudos em aprendizado de repre-
sentacao para dados textuais tém investigado word em-
beddings contextuais ou word embeddings dindmicas [64].
Diferente das estratégias discutidas anteriormente, que sao
word embeddings estaticas, esses estudos visam computar a
representacao de embedding de palavras de acordo com sua
ocorréncia em uma sentenga [65]. Um exemplo é o modelo
BERT (Bidirectional Encoder Representations from Trans-
formers) [66], desenvolvido por pesquisadores do Google,
que ¢ inicialmente pré-treinado em grandes colegoes textu-
ais de forma nao supervisionada. Esse treinamento obtém
um modelo neural da linguagem, representando textos por
meio de suas caracteristicas semanticas e sintaticas. Uma
caracteristica importante desse modelo é a possibilidade de
refinamento do modelo na aplicacao final a partir de um
conjunto de dados rotulados, também chamado de fine-
tuning [66], [67]. Do ponto de vista de enriquecimento
semantico, essa é uma estratégia interessante pois per-
mite aproveitar o pré-treinamento em colegoes textuais de
propdsito geral (transferéncia de conhecimento) e refind-
lo considerando as caracteristicas especificas do prob-
lema. Essa estratégia tem recebido destaque pois varios
modelos pré-treinados estao sendo disponibilizados para
a comunidade cientifica, considerando diferentes dominios
de aplicacdo textual®.

Na proxima secao sao apresentadas aplicacoes do pro-
cesso de Mineracao de Textos que se beneficiam com o
tratamento de aspectos semanticos.

VI. APLICAGOES DA MINERAGAO DE TEXTOS

PLICACOES provenientes de um processo de Miner-
acao de Textos se tornaram parte da rotina de uma
sociedade digital. Aplicagoes como organizagao automaética
dos e-mails, recomendacao de conteido, recuperacao de

Lhttps://huggingface.co/models

informagao, e analise de opinides de consumidores sao
exploradas diariamente por empresas, consumidores, es-
tudantes e pesquisadores. Essas aplicagoes também po-
dem ser analisadas de acordo com os diferentes niveis de
complexidade seméantica do problema que visam resolver.
Nesta secao, serao apresentadas trés aplicacoes que cada
vez mais exigem enriquecimento semantico para atender
as expectativas de usudrios: sistemas de recomendagcao,
analise de sentimentos e mineracao de eventos.

Aplicagoes baseadas em sistemas de recomendagao sao
investigadas em cenarios em que a quantidade de dados e
informacoes disponiveis na web é abundante, por exemplo,
com grande variedade de produtos, servigos, noticias e
filmes disponiveis. Essa variedade aumenta a dificuldade
de consumidores em identificar e escolher os itens que
melhor atendam as suas necessidades. De forma geral, o
objetivo do sistema de recomendagao é filtrar a informacao
de forma inteligente e fornecer sugestoes de itens que
atendam a expectativa dos usudrios [68].

A recomendacgao pode ser realizada por meio de difer-
entes estratégias. Tradicionalmente, a tarefa de recomen-
dacao consiste em identificar os relacionamentos existentes
entre os usudrios e os itens do sistema, considerando o
historico das interacoes passadas. Entretanto, além dessas
informacoes, existem intdmeros outros fatores que também
podem influenciar a preferéncia de um usudrio, como o
contexto no qual ele estd inserido [69]-[71]. Pesquisadores
comecaram a perceber que a qualidade das recomen-
dacoes aumenta quando essas informagoes adicionais,
como tempo, local e outros, sdo utilizadas [71]-[73]. Dessa
forma, a integracdo dessa informacao contextual nos sis-
temas de recomendagao tornou-se um tépico de crescente
importancia em pesquisas.

Nesse cenario, um sistema de recomendacao sensivel
ao contexto é uma tecnologia de filtragem de informagao
que, além do comportamento e do interesse do usuario,
utiliza também informacao contextual para recomendar
itens que lhe sdo de interesse. Pesquisas recentes indicaram
que o uso do contexto em sistemas de recomendagao pode
aumentar a confianca do usudrio e fornecer recomendacgoes
mais precisas, superando as abordagens tradicionais [7],
[70], [74], [75]. A tendéncia nessa drea é a utilizagéo
de novos tipos de informagoes com o objetivo de gerar
recomendagOes mais personalizadas, precisas e relevantes
a08 USUArios.

E nesse sentido que o enriquecimento semantico se torna
relevante para sistemas de recomendagao. Parte relevante
das informacoes utilizadas para determinar o contexto
da recomendagao pode ser extraida de dados textuais.
Exemplos tipicos sao posts em redes sociais e reviews sobre
produtos e servigos. Tal conhecimento é 1til para determi-
nar o comportamento do usuéario para inferir, por exemplo,
se h& maior probabilidade em consumir um determinado
tipo de contetido naquele momento, ou até mesmo usar
a representagao semanticamente enriquecida para explicar
motivos de uma determinada recomendagao. Esse tltimo
exemplo tem recebido cada vez mais atengao atualmente,
dada a exigéncia crescente de apresentar transparéncia e
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interpretabilidade as ferramentas usadas diariamente pela
sociedade [76].

Ja a andlise de sentimentos, ou mineracao de opinides,
envolve aplicacoes para processar as opinioes das pessoas,
sentimentos, avaliagoes, atitudes, e emocoes relacionadas
a entidades como produtos, servicos, organizagoes, indi-
viduos, assuntos, eventos, tépicos, e seus atributos [77].
Aplicacoes relacionadas a andlise de sentimentos visam
inferir a atitude do autor da opinido em relacdo a um
determinado objeto, sendo que essa opiniao é expressada
de forma textual, em determinado tempo e contexto [42],
[78].

Diferentes niveis de complexidade semantica podem ser
explorados na andlise de sentimento. Em sua forma mais
simples, a andlise de sentimentos é realizada em nivel
do documento, no qual a tarefa é classificar se todo o
documento de opinido expressa um sentimento. De forma
similar, o sentimento pode ser analisado em nivel da
sentenca. Por fim, o sentimento pode ser analisado no
nivel da entidade e do aspecto, também conhecido como
nivel da caracteristica, no qual é analisado o sentimento
associado a cada aspecto da entidade. Esse 1iltimo é atual-
mente mais investigado nas aplicagoes, e envolve diferentes
etapas e algoritmos, como extragao e categorizacao das
entidades da uma opiniao, extragao e categorizagao dos
aspectos, identificacdo do titular da opinido, extracao e
padronizacao do tempo e a classificagao dos sentimentos
dos aspectos.

Um outro ponto que afeta a complexidade semantica da
andlise de sentimentos esté relacionado as fontes de infor-
macao. Existem diversas fontes de informacao das quais
é possivel extrair as opinides dos usudrios, como redes
sociais, sites especializados em analisar produtos de um
segmento e os proprios sites de comércio eletronico. Cada
uma das fontes de informacao possui suas peculiaridades,
incluindo a estrutura da linguagem utilizada (formal e
informal) e o conteddo das opinides. Por exemplo, pode-se
ter, em um mesmo site, avaliacOes nas quais o produto foi
analisado de forma completa e outras avaliagoes em que
somente alguns de seus aspectos foram analisados.

A andlise de sentimentos utilizando fontes de dados
heterogéneas é um desafio de pesquisa em aberto, sendo
preciso definir uma estrutura para representar esses dados.
Nesse quesito, o enriquecimento semantico de textos de
opiniao tem sido objeto de estudo [10], [79]. Em particular,
representacoes baseadas em redes para relacionar difer-
entes tipos de informacdo de maneira unificada, combi-
nando informagao de varias fontes, tém obtido resultados
promissores [10]. Também vale destacar os modelos de
word embedding para andlise de sentimentos, que sao
particularmente tteis para descobrir similaridade entre
aspectos de produtos e servigos, bem como relacionar as
diferentes formas negativas e positivas de se expressar [79].

Por fim, um terceiro exemplo de aplicacao é a mineragao
de eventos [80], [81]. Essa aplicacao surgiu inicialmente da
necessidade de sensoriamento de eventos extraidos de noti-
cias e redes sociais para enriquecer modelos preditivos, por
exemplo, em aplicagdes financeiras [82], [83], na andlise de

impactos da propagacao de epidemias e desastres naturais
[13], [84], bem como diferentes estudos sociais [85], [86].

A representacao computacional de um evento é um de-
safio em particular [80]. Para representar adequadamente
um evento, sao considerados atributos que descrevem seus
componentes, sendo eles dos tipos temporal (quando acon-
teceu), textual (o que aconteceu), pessoas e organizagoes
(quem estéd envolvido) e geografico (onde aconteceu) [87].
Dessa maneira, o pré-processamento de um evento é real-
izado de modo a obter, na medida do possivel, atributos
para melhor descrigdo desses componentes [80]. O en-
riquecimento seméantico para identificar tais componentes
também é crucial para diversas aplicagoes, principalmente
com uso de modelos de linguagem (e.g. word embeddings)
e entidades nomeadas obtidas com processamento de lin-
guagem natural.

Em muitas situagoes estao disponiveis apenas o texto
das noticias ou posts em redes sociais. Desse modo, o
enriquecimento semantico da informagao é mais com-
plexo, pois além de extrair informagao textual, temporal
e geografica (e.g. entidades nomeadas), hd o interesse
em vincular essas informagoes em bases de conhecimento
externas, como o Wikipedia, em um processo denominado
wikification [88]. Pesquisas mais recentes avangam a miner-
acao de eventos para aplicacoes que geram predicoes sobre
eventos futuros. Nesse caso, h4 interesse em identificar out-
ras componentes como o porqué de um evento estar rela-
cionado com outro evento [89], tarefa recente e desafiadora
que exige enriquecimento semantico da representacao para
incorporar conhecimento de especialistas de dominio na
aplicagao [80].

VII. CONSIDERAGOES FINAIS

O cendrio atual, percebe-se um aumento no uso de

métodos para extracao automética de conhecimento
de dados textuais, para as mais diversas aplicagoes. Visto a
grande variedade de fontes, dominios, tipos de documentos
e objetivos, em muitas dessas aplicacoes o tratamento
adequado de aspectos semanticos pode ser crucial para o
sucesso da mineracao.

Neste artigo apresentou-se o processo de Mineracao de
Textos e discutiram-se os desafios inerentes a esse tipo de
dados nao estruturados. Textos escritos em lingua natural
apresentam diversas relagoes semanticas e fendomenos que
podem alterar o seu significado composicional, que devem
ser considerados durante o processo de mineragao. Apesar
das diversas pesquisas sendo desenvolvidas neste area, a
incorporagao da semantica na Mineracao de Textos ainda
é um desafio em aberto. Nao ha uma solugao que seja
adequada a qualquer problema e a selegao da abordagem
a ser aplicada deve ser uma decisao criteriosa do analista,
considerando as caracteristicas dos textos disponiveis e
dos resultados esperados para o processo de Mineragao de
Textos.
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